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Модель классификации машинного обучения может использоваться для прямого прогно-

зирования фактического класса точки данных или прогнозирования вероятности ее принад-

лежности к разным классам. Вероятность дает нам больше контроля над результатом. 

Можно определить свой собственный порог для интерпретации результата классификатора, 

что, как правило, лучше, чем просто создание совершенно новой модели. Установка различных 

пороговых значений для классификации положительных классов для точек данных непреднаме-

ренно изменяет чувствительность и специфичность модели, а один из этих порогов, вероятно, 

и даст лучший результат. Для определения оптимального порога генерируются графики с не-

которыми параметрами модели. Важным инструментом для процесса оптимизации класси-

фикации являются метрики оценки. Параметры кривой характеристики оператора приемника 

(ROC) являются метрикой оценки для такого рода задач. Для понимания такого графика гене-

рируют матрицу путаницы (ошибок) для каждой точки, соответствующей порогу, что поз-

воляет рассуждать о производительности классификатора. Для данного исследования было 

использовано подмножество набора данных Lending Club. Выполнена оценка прогноза, где точ-

ность модели составила 96%, отзыв составил 92%, а показатель f1 был равен 94%. Алго-

ритм KNN показал результат лучше, чем регрессия, с показателем AUC 0.93 и коэффици-

ентом Gini=1.  
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Введение 

В цифровом мире все меняется с большой ско-

ростью, и бизнес внимательно следит за этим тем-

пом, изменяя способ конкуренции на рынке, быть в 

курсе самых передовых технологий для удовлетво-

рения сегодняшних бизнес-потребностей. Техноло-

гические достижения в области анализа данных (DA) 

создают новые возможности. Современный DA поз-

воляет выявить скрытые закономерности данных 

благодаря автоматизации, прогнозированию и адап-

тивности, он влияет на каждый аспект нашей жизни, 

независимо от того, какой вопрос мы задаем, анали-

тика дает ответы и помогает принимать эффектив-

ные решения, DA дает возможность узнать правиль-

ный прогноз бизнес-целей, благодаря сочетанию 

личных, деловых и больших данных с помощью ко-

торых можно будет получить реалистичный ответ. 

Машинное обучение (ML) – это новая отрасль 

науки, которая достаточно быстро входим в нашу 

повседневную жизнь. Машинное обучение сейчас по-

всюду – от целевой рекламы до распознавания пре-

ступников. Можно констатировать, что ИИ настолько 

хорош, насколько хороши модели машин, которые им 

управляют. Для того чтобы определить, так ли хороша 

модель машинного обучения, как хотелось бы, оче-

видно, что нужны объективные средства измерения 

производительности данной модели ML и определе-

ния, достаточно ли она хороша для внедрения [1–2].  

Существуют несколько способов оценки алго-

ритмов классификации. Анализ таких показателей и 

его значимость должны быть правильно интерпре-

тированы для оценки различных алгоритмов обуче-

ния. Большинство из этих показателей являются ска-

лярными метриками, а некоторые из них являются 

графическими методами [3–4]. Кривая ROC (рабо-

чая характеристика приемника) – это график, кото-

рый показывает производительность модели класси-

фикации при всех пороговых значениях классифи-

кации [5]. Это кривая вероятности, которая отобра-

жает два параметра, истинную положительную ско-

рость (TPR) и ложноположительную скорость 

(FPR), при разных пороговых значениях и отделяет 

так называемый «сигнал» от «шума». ROC отобра-

жает истинную положительную скорость и ложно-

положительную скорость при разных порогах клас-

сификации. Если пользователь понижает порог 

классификации, больше элементов классифициру-

ются как положительные, что увеличивает как лож-

ные срабатывания, так и истинные положительные. 

Важное значение имеет еще одна характеристика, по 

сути, являющаяся кратким описанием ROC-кривой- 

площадь под ROC-кривой (AUC), которая измеряет 

всю двумерную область, расположенную под всей 

ROC-кривой от (0.0) до (1.1). AUC измеряет способ-

ность классификатора различать классы, и чем выше 

AUC, тем лучше модель может различать положи-
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тельные и отрицательные классы [6]. AUC предо-

ставляет совокупную меру производительности мо-

дели по всем возможным пороговым значениям 

классификации. Для более точной интерпретации 

ROC-кривой выполняют построение матрицы пута-

ницы (МП). Матрица путаницы – это табличное 

представление для описания производительности 

модели классификации на наборе тестовых данных, 

для которых известны фактические значения. Это 

позволяет легко идентифицировать путаницу между 

классами, т.е. когда один класс ошибочно помечен 

как другой. 

Материалы и методы 

Для данного исследования было использовано 

подмножество набора данных Lending Club [7]. В 

наборе данных поле loan amnt – это указанная сумма 

кредита, предоставленного заемщиком, int – про-

центная ставка по кредиту, присвоенному кредит-

ному рейтингу, на основе кредитной истории заем-

щика, продолжительности emp – продолжительно-

сти работы заемщика в годах, n – Текущее состояние 

кредита (например, полностью выплачено или спи-

сано), это метка, которую мы собираемся спрогно-

зировать с помощью модели. Всего набор Lending 

Club (LC) представлен 848 453 записями. Для ана-

лиза данных был использован Python v.3.7 [8]. 

loan.tail()# Просмотр последние 5 строк данных с 

помощью функции .tail() (табл. 1). 

Основные оценочные показатели 

Матрица путаницы двоичных классификаторов 

имеет четыре результата: истинные положительные 

результаты (TP), истинные отрицательные резуль-

таты (TN), ложные положительные результаты (FP) 

и ложные отрицательные результаты (FN). В этом 

исследовании мы обсуждаем следующие показа-

тели: точность (ACC), чувствительность (SN), спе-

цифичность (SP), частота истинных положитель-

ных результатов (TPR), отзыв (REC), частота лож-

ных положительных результатов (FPR), точность 

(PREC) [9–10]. 

AUC – инструмент для оценки производитель-

ности модели. 
Шкала модели имеет коэффициент AUC в пре-

делах от 0 до1, соответственно при нуле показатель 
разделимости (ПР) наихудший и при стремлении к 
1 ПР улучшается, где AUC=1 означает, что это от-
личная модель, близость к 0 означает, что она воз-
вращает результат, предсказывая отрицательный 
класс как положительный и, наоборот, показывая 
0 как 1, а 1 как 0. Наконец, если AUC равен 0.5, это 
показывает, что модель вообще не имеет возможно-
сти разделения классов. Таким образом, когда ре-
зультат в диапазоне 0.5<AUC <1, существует высо-
кая вероятность того, что классификатор может раз-
личать положительные значения класса и отрица-
тельные значения класса. Это потому, что классифи-
катор может обнаруживать большее количество ис-
тинных положительных и отрицательных результа-
тов вместо ложных отрицательных и положитель-
ных результатов. Далее необходимо определить 
связь между чувствительностью, специфичностью, 
FPR и порогом (табл. 2). Сокращение TP означает ис-
тинно положительный, а TN – истинно отрицательный. 
Соответственно FP – ложноположительный результат, а 
FN – ложноотрицательный результат [11–12]. 

Чувствительность, или отзыв (recall) – это по-
казатель, который показывает способность модели 
предсказывать истинные положительные резуль-
таты всех доступных категорий. Она показывает, ка-
кая доля положительного класса была классифици-
рована правильно. Например, при попытке выяс-
нить, сколько людей носят медицинские маски, чув-
ствительность или истинный положительный пока-
затель, измеряют долю людей в масках, и были пра-
вильно предсказаны, как имеющие их. Математиче-
ски расчет чувствительности: 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
   (1) 

Таблица 1 

Кадр последних 5 записей набора данных LC 

 
loan_amnt term sub_grade loan_status emp revol_util num_op_rev_tl … n 

848449 22400.0 2.0 22.0 0.0 10.0 51.5 12.0 … 1 
848450 19400.0 2.0 24.0 1.0 1.0 63.8 9.0 … 0 

848451 11200.0 2.0 22.0 0.0 5.0 54.7 7.0 … 1 

848452 23800.0 2.0 24.0 1.0 10.0 89.5 8.0 … 0 
848453 24000.0 2.0 24.0 1.0 6.0 68.1 8.0 … 0 

          

Таблица 2 

Матрица путаницы 

 Истинный прогноз Ложный прогноз 

Положительный класс Истинно-положительный (TP) Ложноотрицательный (FN) 
Отрицательный класс Ложноположительный (FP)  Истинно-отрицательный (TN) 
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Специфичность, или истинно-отрицательный 
коэффициент (TPR) – метрика оценивает способ-
ность модели предсказывать истинные отрицатель-
ные результаты всех доступных категорий, показы-
вает, какая доля отрицательного класса была класси-
фицирована правильно.  

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
        (2) 

Последствия, или частота ложноположитель-
ных результатов (FPR) – обозначает частоту лож-
ных срабатываний и показывает, какая доля отрица-
тельного класса была неправильно классифицирована. 
Эта формула показывает, как мы вычисляем FPR: 

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃+𝑇𝑁
= 1 − 𝑇𝑁𝑅  (3) 

И, наконец, очень важная характеристика – это 
пороговое значение (PT) – указанная точка отсече-
ния, при которой наблюдается бинарная классифи-
кация. Обычно по умолчанию в качестве порогового 
значения используется PT=0,5. 

𝑃𝑇 =
√𝐹𝑃𝑅

√𝑇𝑃𝑅+√𝐹𝑃𝑅
         (4) 

Чувствительность и специфичность обратно 
пропорциональны, поэтому, если мы повышаем чув-
ствительность, специфичность падает, и наоборот. 
Кроме того, при классификации обычно получается 
больше положительных значений при уменьшении 
порога, тем самым повышая чувствительность и 
снижая специфичность. С другой стороны, при уве-
личении порогового значения получается больше 
отрицательных значений, что приводит к более вы-
сокой специфичности и снижению чувствительно-
сти. И поскольку FPR=1, когда TPR увеличивается, 
FPR также увеличивается, и наоборот [13–14]. 

Результаты исследования  
и обсуждение 

Рассмотрим стандартную ситуацию в банков-
ском учреждении, когда служащий на основе исход-
ных данных намерен предсказать вероятность 
того, вернет клиент кредит или попытается пога-
сит его [15–16]. Такой тип задачи называется за-
дачей классификации, где нужно найти вероят-
ность того, что событие произойдет или нет, или 
будет ли оно истинным/ложным. Для решения 
этой задачи используем популярные контролиру-
емые ML-алгоритмы: логистическую регрессию 
(LR-Logistic Regression) и алгоритм K-ближай-
шего соседа (KNN) [17–19]. LR оценивает вероят-
ность, используя лежащую в ее основе логистиче-
скую функцию, которая называется сигмоидной 
функцией. Сигмоидная функция – это математиче-
ская функция, которая выдает значение вероятности 
между 0 и 1 при любом значении x [20]. 

Кривая рабочих характеристик приемника 
(ROC) – это оценочный показатель для двоичного 
классификатора, который помогает нам визуализи-
ровать производительность модели по мере измене-
ния ее порога. В двоичной классификации мы при-
нимаем двоичное решение, используя непрерывное 
значение вероятности для данной выборки, принад-
лежащей одному из двух классов. Мы хотим найти 
оптимальный порог для этого значения вероятности.  

Сначала необходимо разделить набор данных 
на обучающий и тестовый наборы. Наиболее типич-
ное соотношение – 80% для обучения и 20% для те-
стирования. Передаем обучающий набор в модель и 
подгоняем ее на основе этого набора. Затем тести-
руем или оцениваем модель на основе тестового 
набора. Вначале можно сравнить прогнозы модели с 
фактическими данными тестового набора и опреде-
лить, достаточно ли хороши прогнозы модели. 

Чтобы разделить данные на обучающий и 
тестовый наборы, воспользуемся библиотекой 
sklearn [21–22], где разделим данные на входные 
(наши признаки), которые являются X, и выходные, 
которые прогнозируем (метка истинности), которые 
являются y. Затем разделим их на тестовый и обуча-
ющий наборы с помощью функции train_test_split. 

Сначала требуется обучить модель классифи-
катора в наборе данных: 

import train_test_split from sklearn.model_selection 
from sklearn. naive_bayes import GaussianNB 
# Разделение на train и тестовые наборы 
X_train, X_test, y_train, y_test = train_test_split(X, y, 
test_size = 0.20) 
# Создание объектной модели 
logreg = LogisticRegression(max_iter = 1000) 
logreg2 = KNNClassifier(max_iter = 1000) 
# Подгонка модели к модели обучающих данных 
logreg.fit(X_train, y_train) 
# Прогнозирование классов по тестовым данным 
y_pred = model.predict(X_test) 
# Прогнозирование классов по тестовым данным 
и возврат вероятности 
y_proba = model.predict_proba(X_test) 

Определяем функцию для вычисления TPR и 
FPR для каждого экземпляра на основе уравнений, 
представленных ранее. Далее создается классифика-
тор логической регрессии, и модель обучается на 
учебном множестве с помощью функции fit. 

Accuracy точность классификатора ЛР на обу-
чающем множестве: 0.7944. 

Accuracy точность классификатора ЛР на те-
стовом множестве: 0.7933. 

Recall чувствительность классификатора ЛР на 
тестовом множестве: 0.0965. 

Precision точность классификатора ЛР на тесто-
вом множестве: 0.5110. 

ROC/AUC классификатора ЛР на тестовом 
множестве: 0.7083. 

Оценка точности рассчитывается на основе 
предположения, что класс выбран, если вероятность 
его предсказания превышает 50%. Это означает, что 
будет рассмотрен только 1 случай (одна рабочая 
точка) из многих [23]. Допустим, мы хотим класси-
фицировать экземпляр как «0», даже если он имеет 
вероятность более 30%, это может произойти в том 
случае, если один из классов более важен, чем дру-
гой, а его априорная вероятность очень мала. В этом 
случае будет совсем другая матрица путаницы с дру-
гой точностью ([TP + TN]/[ALL]).  
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Рис. 1. Матрица путаницы. Рис. 2. Функции порога. 

Оценка ROC-AUC проверяет все эти рабочие 

точки и дает оценку модели в целом. Оценка 50% 

означает, что модель соответствует случайному вы-

бору классов на основе априорных вероятностей 

классов. Чем ОКР выше, тем лучше модель. Таким 

образом, в приведенном выше случае можно конста-

тировать, что вышепоказанная модель не имеет хо-

рошей предсказательной силы.  

Выполним построение матрицы путаницы (рис. 1): 

logreg_conf_matrix = confusion_matrix(y_test, y_pred) 

Матрица путаницы показывает, что истинные 

отрицательные значения (TN) = 164 413 и указывают 

на то, что заявители прогнозировали выплату кре-

дита в полном объеме, и они фактически полностью 

выплатили кредит. Истинно положительные резуль-

таты (TP) составляют 3 022 и указывают на то, что 

заявители прогнозировали списание, и они фактически 

списались. Число ложноотрицательных (FN) = 40 997 

означает предсказание, что заявители должны были 

выплатить кредит полностью, но они фактически 

списали деньги. Число ложноположительных ре-

зультатов (FP) = 3 682 и указывает на то, что заяви-

телям было предсказано списать средства, но на са-

мом деле они полностью выплатили свои кредиты. 

Важно, что каждый отдельный заявитель, кото-

рый может не вернуть кредит, оказывает в десять раз 

большее финансовое воздействие на банк, чем тот 

доход, который могли бы получить от окупившегося 

заявителя [24]. Поэтому стоит фокусироваться на 

правильном определении кандидатов, которые, ско-

рее всего, не вернут кредит. На основе значений мат-

рицы путаницы можно рассчитать показатели, кото-

рые предоставляют дополнительную информацию о 

текущей модели: расчет оптимального порога при-

нятия решения и построение ROC-кривой (рис. 3). 

logit_roc_auc = roc_auc_score(y_test,  

logreg.predict_proba(X_test)[:,1]) 

fpr, tpr, thresholds = roc_curve(y_test,  

logreg.predict_proba(X_test)[:,1]) 

plt.figure(figsize = (12,8)) 

plt.plot(fpr, tpr,  

label='Лог. регрессия (площадь = %0.2f)' % 

logit_roc_auc) 

AUC составляет 0.71 на основе гиперпарамет-

ров логистической регрессии по умолчанию, и он 

выглядит далеко не идеальным. В будущем стоит 

поэкспериментировать с настройкой гиперпарамет-

ров, чтобы построить модель, которая может лучше 

разделять классы. Как только будет достигнуто же-

лаемое значение AUC, можно установить порог при-

нятия решения для оптимизации выбранной мет-

рики модели ML. Разные пороговые значения при-

нятия решений дадут разные TPR, FPR и другие 

показатели. 

  

Рис. 3. Пороговые значения модели ML. Рис. 4. Оптимальное значение порога. 
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Рис. 5. ROC-кривые для LR и KNN.    Рис. 6. Матрица путаницы. 

 
Предположим, есть два претендента на получе-

ние кредита. Для первого заявителя наша модель ML 
предсказывает, что класс 0 имеет вероятность 
0.9 (вероятность выплаты кредита), а класс 1 имеет 
вероятность 0.1 (вероятность списания средств). 
В этом случае можно быть уверенным, что этот кан-
дидат, скорее всего, вернет кредит, учитывая значе-
ние вероятности. Однако второй кандидат, получив-
ший вероятность 0.71 для класса 0 и вероятность 
0.29 для класса 1 и учитывая бизнес-контекст и по-
казатели, будет уже не столь дисциплинирован. Ви-
зуализация найденного порогового значения на рис. 
4. Построим ROC-кривую для двух классификато-
ров тестового пула набора данных. 

Следующий фрагмент кода визуализирует 

ROC-кривую для двух обученных моделей и пока-

зывает их оценку AUC в легенде (рис. 5): 

plt.plot(fpr1, tpr1, linestyle='--', 

color='orange', label='Logistic Regression') 

plt.plot(fpr2, tpr2, linestyle='--', 

color='green', label='KNN') 

Чтобы сделать значения матрицы путаницы 

(рис. 6) более понятными, надо получить отчет о 

классификации для тестовых данных и получить не-

которые общие показатели, такие как точность, от-

зыв и оценка f1. 

from sklearn.metrics import classification_report 

print(classification_report(y_test, y__hat_test)) 

 precision recall f1-score support 

0 0.90 0.84 0.82 28653 
1 0.88 0.94 0.93 58791 

accuracy   0.92 212114 

macro avg 0.92 0.93 0.91 212114 
weighted avg 0.92 0.92 0.93 212114 

Общая точность для LR равна 92%, а precision, 

recall и F1-мера для предсказания «списать» выше 

80%, а для прогноза «оплатить» – 91%. 

 precision recall f1-score support 

0 0.91 0.83 0.81 87444 

1 0.89 0.92 0.91 124670 
accuracy   0.91 212114 

macro avg 0.91 0.93 0.92 212114 

weighted avg 0.93 0.93 0.93 212114 

Общая точность для KNN равна 92%, а 

precision, recall и F1-мера для предсказания «спи-

сать» выше 80%, а для прогноза «оплатить» – 92%. 

Здесь можно видеть, что точность модели состав-

ляет 92% против 91%, отзыв составляет 84/83%, а 

показатель f1 равен 91/92%. Среди этих двух моде-

лей нет идеальной, но они обе находятся далеко от 

базовой линии (непригодной модели). Алгоритм 

KNN здесь лучший, с показателем AUC 0.92 и коэф-

фициентом Gini=1. Точность и отзыв более интер-

претируемы, чем оценка f1, поскольку они измеряют 

ошибку типа 1 и ошибку типа 2. Тем не менее оценка 

f1 измеряет компромисс между этими двумя показа-

телями. На графике можно увидеть, что AUC для 

кривой ROC KNN выше, чем для логистической ре-

грессии. Таким образом, можно констатировать, что 

KNN несколько лучше справилась с классификацией 

положительного класса в текущем наборе данных. 

Заключение 

Для набора данных, основанных на Lending 

Club Loan Data, который содержит полные данные 

по кредитам, выданным за указанный период вре-

мени, включая текущий статус кредита, была по-

ставлена задача оценить классификаторы на эффек-

тивность с помощью визуализированных метрик. 

ROC-графики – очень полезный инструмент 

для визуализации и оценки классификаторов. Они 

способны обеспечить более высокий показатель эф-

фективности классификации, чем скалярные показа-

тели, такие как точность, частота ошибок или стои-

мость ошибок. Поскольку они отделяют производи-

тельность классификатора от перекоса классов и за-

трат на ошибки, то имеют преимущества по сравне-

нию с другими оценочными показателями, такими 

как графики точного воспроизведения и кривые 

подъема. Однако, как и в случае с любой метрикой 

оценки их разумное использование требует знания 

их характеристик и методики их применения. Кри-

вые ROC позволяют сравнивать набор оценок с не-

прерывным значением с набором меток с двоичным 
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значением путем применения к этим оценкам изме-

няющегося порога различения. Если оценки уже яв-

ляются двоичными, тогда нет необходимости при-

менять какой-либо порог – просто вычислить ис-

тинно положительный и ложноположительный ко-

эффициент, напрямую сравнивая оценки с метками. 

Общая точность в эксперименте для KNN была 

равна 92%, что выше LR=91%, а f1 – оценка соответ-

ственно 92 против 91%. При этом видно, что модели 

достаточно хорошо обучены. Точность и отзыв бо-

лее интерпретируемы, чем оценка f1, поскольку они 

измеряют ошибку типа 1 и ошибку типа 2. Тем не 

менее оценка f1 измеряет компромисс между этими 

двумя показателями. Общий вывод: KNN чуть 

лучше справилась с классификацией положитель-

ного класса в текущем наборе данных. В будущем 

предстоит поэкспериментировать с настройками ги-

перпараметров и другими типами характеристик 

ML, чтобы построить модель, которая сможет лучше 

разделять классы. 
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A machine learning classification model can be used to directly predict the actual class 

of a data point or to predict the probability of it belonging to different classes. Probability 

gives us more control over the result. One can define one’s own threshold for interpreting the 

result of the classifier, which is usually better than simply creating a completely new model. 

Setting different thresholds for classifying positive classes for data points unintentionally 

changes the sensitivity and specificity of the model, and one of these thresholds is likely to 

give the best result. Graphs with some model parameters are generated to determine the op-

timal threshold. Evaluation metrics are an important tool for the classification optimization 

process. The receiver operator characteristic curve (ROC) parameters are the evaluation metric 

for this kind of task. To understand such graph, a confusion matrix is generated for each point 

corresponding to a threshold, which allows reasoning about the performance of the classifier.  

A subset of the Lending Club dataset was used for this study. Prediction evaluation was per-

formed: the accuracy of the model was 96%, the recall was 92%, and the f1 score was 94%. 

The KNN algorithm performed better than the regression, with an AUC of 0.93 and Gini = 1. 

Keywords: machine learning, classifiers, nearest neighbor method, logistic regression, 

ROC curve, confusion matrix. 
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